С.В. Чернов, Н.В. Бормотова. ЭФФЕКТИВНОСТЬ ГЕОЛОГИЧЕСКОЙ ИНТЕРПРЕТАЦИИ ДАННЫХ КОМПЛЕКСА ГГХМ С ПОМОЩЬЮ МАТЕМАТИЧЕСКИХ МЕТОДОВ

Значительный объем выполненных в последние годы в НПУ «Казаньгеофизика» опытно-методических и производственных работ комплексом ГГХМ позволяет провести анализ эффективности геологической интерпретации данных комплекса с помощью ряда математических методов на основе сопоставления аномальных значений регистрируемых параметров (и их комбинаций) с данными поисково-разведочного бурения.

3.1 Подготовка данных

Для проведения анализа использованы результаты полевых геофизических и геохимических работ, выполненных комплексом ГГХМ в период 1999-2003 гг. на 12-ти участках Республики Татарстан и Ульяновской области. Эффективность применения математических методов анализа данных (математической статистики и машинного обучения) для прогнозирования нефтеносности геологического разреза по данным комплекса ГГХМ (UЕП, ∆Tлок, концентрация в литохимических пробах Cu, Zn, Ni, Co, V, Fe, Pb) определялась на основе использования результатов бурения 70 поисковых и разведочных скважин (40 нефтеносных и 30 «пустых»), выполненного в пределах участков работ. В табл. 6 приведены значения геофизических и геохимических параметров, определенные по отчетным картам в окрестности соответствующих скважин.

Табл. 6 (фрагмент). Сопоставление данных ГГХМ с результатами

разведочного бурения.
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С целью исключения влияния на результаты статистического анализа различий в средних уровнях и естественных дисперсиях используемых параметров на разных территориях, данные табл. 6 центрированы и нормированы (стандартизированы) для каждого участка в отдельности. Полученные «коэффициенты контрастности», приведенные в табл. 7, использованы для статистических исследований и машинного обучения.

Табл. 7 (фрагмент). Сопоставление стандартизированных данных

ГГХМ с результатами разведочного бурения.
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На рис. 29 приведены гистограммы и графики корреляционных зависимостей геофизических и геохимических параметров комплекса ГГХМ, зарегистрированных в окрестности 70 продуктивных и «пустых» скважин, полученные на основе данных табл. 7.

Статистические распределения, значительно отличающиеся от нормального, отмечаются у концентраций Cu, Zn, Co и Fe в литохимических пробах, что может отрицательно сказаться на качестве результатов факторного анализа и классификации при помощи линейных решающих правил. Кроме того, сильные корреляционные связи между содержаниями химических элементов могут привести к уменьшению числа фактически независимых переменных при решении задач анализа многомерных данных.
В табл. 8 представлены коэффициенты корреляции Пирсона для параметров, используемых в рамках комплекса ГГХМ. 

Табл. 8. Коэффициенты корреляции параметров ГГХМ.
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Рис. 29. Корреляция параметров ГГХМ, зафиксированных окрестности 70 скважин (40 нефтеносных и 30 «пустых»).
3.2 Дисперсионный анализ

Дисперсионный анализ — статистический метод исследования выборочных данных, проводимого с целью выявления и оценки степени влияния на изучаемую случайную величину различных одновременно действующих факторов. В основе дисперсионного анализа лежит такое разложение общей изменчивости выборочных данных, при котором удается отделить изменчивость, связанную с некоторыми фиксируемыми исследователем факторами, от изменчивости, обусловленной факторами, неконтролируемыми в данном эксперименте.

Дисперсионный анализ имеющихся данных проведен с целью оценки статистической значимости различий между значениями измеряемых величин в окрестности продуктивных и «пустых» скважин.

В табл. 9 приведены результаты дисперсионного анализа для комплекса ГГХМ в целом. С вероятностью 97,7 % можно утверждать, что при помощи дисперсионного анализа данных ГГХМ невозможно отличить нефтеносную зону от «пустой».

Табл. 9. Параметры ГГХМ. Дисперсионный анализ. Сумма всех

эффектов.

	Общий

MANOVA
	Сумма всех эффектов (Тип III SS);

1-Нефть

	Эффект
	Wilk's
Lambda
	Rao's R
	df 1
	df 2
	р-уровень

	1
	0,959450
	0,281760
	9
	60
	0,977301


В табл. 10 приведены результаты дисперсионного анализа для каждого регистрируемого параметра из состава комплекса ГГХМ в отдельности. Только у метода естественного электрического поля (U_loc) вероятность значимости различий средних величин потенциала ЕП, зарегистрированных в окрестности «продуктивных» и «пустых» скважин превышает 50 % и составляет 67,1 %. Это подтверждает теоретическое положение о существовании над нефтяными залежами природных гальванических элементов.
Табл. 10. Параметры ГГХМ. Дисперсионный анализ. Главный эффект.

	Общий

MANOVA
	Главный эффект:

1-Нефть

	Переменные
	Тип III
Ср. квадр.
	Ср. квадр.

погр.
	F(df 1, 2)

1, 68
	р-уровень

	U_LOC
DT_LOC
CU

ZN

NI

CO

V

FE

PB
	1.015153

.004517

.043385

.038504

.011289

.000039
.067577
.000023
.100021
	1.050133
1.183147
.632635
.216088
.696263
.557265
.380952
.427588
.590653
	.966689
.003817
.068579
.178188
.016214
.000070
.177389
.000053
.169340
	.328993
.950915
.794209
.674267
.899051
.993351
.674955
.994195
.681993


На рис. 30 и рис. 31 представлены графические иллюстрации соотношений регистрируемых параметров с нефтеносностью геологического разреза. Рис. 30 подтверждает наличие над нефтеносными структурами, как правило, отрицательных аномалий естественного электрического поля, что было ранее эмпирически установлено при выполнении опытно-методических и производственных работ (Хавензон И. В., Швыдкин Э. К.).
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Рис. 30. Соотношения регистрируемых параметров с нефтеносностью геологического разреза
(ЕП, магнитометрия).
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Рис. 31. Соотношения регистрируемых параметров с нефтеносностью геологического разреза (литогеохимия).

3.3 Дискриминантный анализ

Практически в каждом геологическом исследовании возникает ситуация, когда нужно сделать вывод о принадлежности одного объекта или их набора к одной из нескольких заранее заданных групп. Иногда эти выводы делаются по одному, а иногда по комплексу признаков, причем до последнего десятилетия все эти выводы были интуитивными, что приводило к существенному влиянию субъективных факторов.

Вопрос об эффективности применения линейных решающих правил в различных реальных геологических ситуациях подробно изучался Бугайцом А. Н. [23], которым были получены следующие результаты:

1. линейные решающие правила оптимальны или близки к оптимальным не только в условиях многомерных нормальных распределений изучаемых совокупностей, но и при весьма более широких условиях;

2. линейные решающие правила являются оптимальными, если изучаемые распределения являются унимодальными и их плотности равномерно убывают с удалением от средних значений.
Последний вывод в значительной степени сужает область применения линейных решающих правил.

Дискриминантный анализ дает возможность ответить на следующие вопросы:

· какая функция (гиперплоскость) наилучшим образом разделяет заданные совокупности («нефть», «пусто») в гиперпространстве признаков (геофизических и геохимических параметров комплекса ГГХМ)?

· насколько успешно полученная функция дискриминирует объекты, принадлежность которых к определенной группе уже известна (т. е. проводит апостериорную классификацию)?

В табл. 11 приведены коэффициенты классифицирующих функций для двух групп, а в табл. 12 содержатся результаты апостериорной классификации.

Табл. 11 (фрагмент). Параметры ГГХМ. Дискриминантный анализ.

Коэффициенты классифицирующих функций.

	Дискрим.

анализ
	Классифицирующие функции;

Группирование: Нефть

	Переменные
	Группа 1: нет
	Группа 2: есть

	DT_LOC
NI
FE
PB
	-.242851

-.092145
.146249
.287446
	-.11234
.00634
.07854
-.19774

	Константа
	-.937607
	-.71948


Табл. 12. Параметры ГГХМ. Дискриминантный анализ. Результаты

апостериорной классификации.

	Дискрим.

анализ
	Классификационная матрица

Ряды: Наблюденная классификация

Колонки: Предсказанная классификация

	Группа
«нефть»
	Процент

правильных
	Гр.1: нет

p=.50000
	Гр.2: есть

p=.50000

	Гр.1: нет

Гр.2:есть
	60.00000

50.00000
	18

20
	12

20

	Всего
	54.28571
	38
	32


Из данных табл. 12 следует, что корректная апостериорная классификация, т. е. правильное отнесение известного объекта из имеющейся выборки к категории «нефтеносных» или «пустых», при помощи линейных решающих правил выполняется лишь в 54,3 % случаев.

Пример использования линейных решающих правил для геологической интерпретации данных комплекса ГГХМ на Чеканском месторождении (Республика Татарстан) приведен в гл. 4.

3.4 Факторный анализ

Метод главных компонент — статистический метод сжатия информации, основанный на нахождении собственных векторов и собственных значений ковариационной матрицы P-мерного случайного вектора, распределенного по многомерному нормальному закону.

Метод главных компонент при решении некоторых задач выполняет также вспомогательные функции в комплексе с другими методами прикладного статистического анализа. Такова его роль в задачах классификации, где он позволяет уменьшить число геофизико-геохимических признаков, а также в задачах прогнозирования на основе построения регрессионной модели.

Метод главных компонент дает возможность понизить мерность пространства признаков и графически представить взаимосвязи измеряемых параметров с нефтеносностью геологического разреза в удобной для визуального восприятия форме (на плоскости и в трехмерном пространстве).

В табл. 13 представлены собственные значения главных компонент, извлеченных из совокупности геофизических и геохимических данных. Очевидно, что, без существенной потери информативности, можно ограничиться рассмотрением только трех первых главных компонент.

Табл. 13. Параметры ГГХМ. Собственные значения факторов.
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Табл. 14 характеризует «структуру» факторов, т. е. показывает, какие используемые геофизические и геохимические параметры играют наиболее существенную роль в составе той или иной главной компоненты. Информация о «естественных агрегатах» признаков может быть использована для проверки теоретических геолого-геофизических моделей.

Табл. 14 (фрагмент). Параметры ГГХМ. Факторные нагрузки.
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0,124466

0,006983

0,141855

-0,794705

-0,086996

-0,097620

-0,300544

0,186047

0,435238

-0,161281

-0,720605

0,251717

0,185352

0,339812

0,499570

-0,104783

-0,038060

-0,792135

-0,004500

0,006717

0,380470

-0,168356

0,293521

0,325212

-0,808640

0,068454

0,366441

0,195457

-0,278448

-0,137284

-0,192418

-0,835498

0,090373

-0,173298

-0,292416

-0,023964

-0,186454

0,267229

-0,855013

0,018708

0,048568

-0,317340

0,062263

-0,216153

0,079720

-0,891276

-0,217885

0,085677

-0,077109

-0,192958

0,007028

-0,197032

4,847171

1,194926

0,811489

0,659402

0,449967

0,410214

0,312944

0,538575

0,132770

0,090165

0,073267

0,049996

0,045579

0,034772


Анализ табл. 14 показывает, что по результатам факторного анализа имеющихся данных трудно выделить геофизико-геохимический критерий нефтеносности, так как геофизические параметры слабо связаны с геохимическими, – первая главная компонента полностью определяется значениями концентраций металлов в литохимических пробах, вторая главная компонента отражает наличие зон прямой корреляции аномальных значений естественного электрического и магнитного полей, третья – наличие зон обратной корреляции аномальных значений этих параметров.

Рис. 32 и рис. 33 иллюстрируют взаимное расположение нефтеносных и «пустых» скважин на плоскости и в пространстве главных компонент.

На каждом из рисунков отмечается высокая степень гомогенности «облака точек», составленного из представителей различных групп, что еще раз подтверждает проблематичность использования факторного анализа имеющихся данных для выявления геофизико-геохимических признаков наличия нефти в геологическом разрезе. 
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Рис. 32. Расположение нефтеносных и «пустых» скважин на плоскости главных компонент.
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Рис. 33. Расположение нефтеносных и «пустых» скважин в пространстве

главных компонент.

3.5 Кластерный анализ

Кластерный анализ — статистический метод разграничения объектов, т. е. совокупность приемов статистической обработки многомерных данных, приводящая в итоге к разделению изучаемого набора наблюдений на некоторое число статистически однородных, отличающихся друг от друга групп.

Для геологии типична ситуация, когда относительно имеющегося набора многомерных наблюдений заранее неизвестно, является ли он однородным, т. е. состоит только из одной группы, или неоднородным, и тогда на какое число однородных групп его следует разделить, и каков состав этих групп. Следует особо подчеркнуть, что задача разграничения совокупности наблюдений на однородные группы принципиально отличается по своей постановке от дискриминантного анализа, в котором группы априори заданы, тогда как в задаче разграничения они неизвестны и их следует определить.

Кластерный анализ (метод к-средних) позволяет наилучшим образом разделить всю имеющуюся совокупность объектов (по их признакам, не принимая во внимание их истинную принадлежность к той или иной группе) на заданное количество частей.

Таким образом, степень неравномерности распределения по кластерам скважин из различных групп («нефть», «пусто») может служить характеристикой эффективности применения кластерного анализа (метод к-средних) для выявления критериев нефтеперспективности территорий по данным комплекса ГГХМ.

На рис. 34, рис. 35 и рис. 36 представлена реализация данного подхода. 

При разбиении совокупности имеющихся геофизико-геохимических данных на 2 и на 3 кластера, области продуктивных и «пустых» скважин распределились по кластерам практически равномерно (пропорционально их общему числу в выборке). Разбиение «пространства признаков» на 4 кластера позволяет выделить один кластер (кластер 3 на рис. 36), включающий преимущественно зоны продуктивных скважин, однако малое число попадающих в этот кластер объектов снижает статистическую значимость такого выделения.

В целом, отмечается низкая эффективность применения кластерного анализа (метод к-средних) для выявления критериев нефтеперспективности территорий по имеющимся геофизико-геохимическим данным комплекса ГГХМ.
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Рис. 34. Кластерный анализ методом к-средних. Результаты разбиения совокупности геофизико-геохимических данных на 2 кластера.
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Рис. 35. Кластерный анализ методом к-средних. Результаты разбиения совокупности геофизико-геохимических данных на 3 кластера.
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Рис. 36. Кластерный анализ методом к-средних. Результаты разбиения совокупности геофизико-геохимических данных на 4 кластера.

3.6 Байесовский анализ
Байесовский анализ – подход, учитывающий априорную вероятность некоторого события, известную по результатам предыдущих исследований, позволяющий провести переоценку априорной вероятности этого события с учетом результатов нового исследования, давая апостериорную вероятность, на которой основываются статистические выводы. Полученная апостериорная вероятность может служить в качестве априорной вероятности для следующего исследования.

По формуле Байеса исчисляется вероятность реализации гипотезы Hk при условии, что произошло событие 
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где 
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 – вектор исследуемых признаков,


[image: image12.wmf])

(

k

H

p

 – априорная вероятность гипотезы 
[image: image13.wmf]k

H

,

[image: image14.wmf])

/

(

x

H

p

k

 – апостериорная вероятность гипотезы 
[image: image15.wmf]k

H

.

Набор признаков определяется комплексом проведенных исследований, а сведения об условных вероятностях получены путем анализа статистических распределений на известных (эталонных) объектах для каждого класса в отдельности. Примеры категоризированных гистограмм, по которым вычислялись условные вероятности 
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, для некоторых геофизических и геохимических параметров комплекса ГГХМ приведены на рис. 37 и рис. 38.
При проведении анализа были приняты допущения о независимости исследуемых признаков и равенстве априорных вероятностей бурения продуктивных и «пустых» скважин.

Из данных табл. 15 следует, что корректная апостериорная классификация, т. е. правильное отнесение известного объекта из имеющейся выборки к категории «нефтеносных» или «пустых», при помощи Байесовского анализа выполняется в 81,4 % случаев, что значительно лучше, чем при решении аналогичной задачи с помощью дискриминантных функций (54,3 %).

Табл. 15. Байесовский анализ. Результаты апостериорной

классификации.

	Байесовский

анализ
	Классификационная матрица

Ряды: Наблюденная классификация

Колонки: Предсказанная классификация

	Группа
«нефть»
	Процент

правильных
	Гр.1: нет

p=.50000
	Гр.2: есть

p=.50000

	Гр.1: нет

Гр.2:есть
	86.66666
77.50000
	26
9
	4
31

	Всего
	81.42857
	35
	35


Пример использования Байесовского анализа для геологической интерпретации данных комплекса ГГХМ на Чеканском месторождении (Республика Татарстан) приведен в гл. 4.
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Рис. 37. Категоризированные гистограммы геофизических параметров комплекса ГГХМ, зарегистрированных в окрестности 70 поисково-разведочных скважин (40 нефтеносных и 30 «пустых»).

[image: image33.wmf]Категоризированные гистограммы V

V

Нефть

:

 нет

-2,0

-1,5

-1,0

-0,5

0,0

0,5

1,0

1,5

0

2

4

6

8

10

12

14

Нефть

:

 есть

-2,0

-1,5

-1,0

-0,5

0,0

0,5

1,0

1,5

[image: image34.wmf]Корреляция параметров ГГХМ в окрестности 70-ти скважин

( 40 нефтеносных и 30 "пустых")
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Рис. 38. Категоризированные гистограммы концентраций цинка и ванадия в литохимических пробах, отобранных в окрестности 70 поисково-разведочных скважин (40 нефтеносных и 30 «пустых»).

3.7 Самоорганизующиеся карты Кохонена
Алгоритм построения самоорганизующихся карт (Self Organizing Maps – SOM) представляет собой один из методов кластеризации многомерных векторов – проецирование с сохранением топологического подобия.
Примером таких алгоритмов может служить рассмотренный в разделе 3.5 кластерный анализ методом к-средних (c-means). Важным отличием алгоритма SOM является то, что в нем используются нелинейные процессирующие элементы – нейроны (узлы, центры классов), упорядоченные в некоторую структуру (обычно двумерную сетку). Данный алгоритм реализует процесс «обучения без учителя» (unsupervised learning) и сам определяет схожесть предъявляемых реализаций, выделяя классы объектов с похожими свойствами.

Таким образом, SOM является одним из методов проецирования многомерного пространства в пространство с более низкой размерностью. При использовании этого алгоритма векторы, схожие в исходном пространстве, оказываются рядом и на полученной карте.
Область применения SOM довольно обширна. Самоорганизующиеся карты с успехом применяются для решения следующих классов задач:

· моделирование;

· прогнозирование;

· поиск закономерностей в больших массивах данных;

· выявление набора независимых признаков;

· сжатие информации.

Для построения самоорганизующихся карт использовались данные сопоставления стандартизированных геофизических и геохимических параметров комплекса ГГХМ с результатами разведочного бурения (табл. 7).
Рис. 39 иллюстрирует возможности алгоритма SOM для разделения в пространстве признаков (геофизических и геохимических параметров комплекса ГГХМ) областей продуктивных и пустых скважин. На полученной карте зоны, соответствующие продуктивным скважинам, могут быть объединены в классы, разделенные зонами «пустых» скважин, что подтверждает наличие в совокупности данных комплекса ГГХМ информации о нефтеносности геологического разреза. Кроме того, число этих классов (как минимум, три) и сложность формы разделяющих классы границ свидетельствуют о необходимости использования при решении нефтеразведочных задач комплексом ГГХМ нелинейных интерпретационных алгоритмов.
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Рис. 39. Самоорганизующаяся карта Кохонена, иллюстрирующая возможность разделения зон нефтеносных и

«пустых» скважин по данным комплекса ГГХМ.

3.8 Деревья решений
Деревья решений (decision trees) — один из методов автоматического анализа данных, реализующий представление правил в иерархической, последовательной структуре, где каждому объекту соответствует единственный узел, дающий решение. Под правилом понимается логическая конструкция, представленная в виде «если … то …».

Область применения деревьев решений в настоящее время широка, но все задачи, решаемые этим аппаратом, могут быть объединены в следующие три класса:

1. Описание данных: деревья решений позволяют хранить информацию о данных в компактной форме, вместо них мы можем хранить дерево решений, которое содержит точное описание объектов.

2. Классификация: деревья решений отлично справляются с задачами классификации, т. е. отнесения объектов к одному из заранее известных классов.

3. Регрессия: если целевая переменная имеет непрерывные значения, деревья решений позволяют установить зависимость целевой переменной от независимых (входных) переменных. Например, к этому классу относятся задачи численного прогнозирования (предсказания значений целевой переменной).

Основные принципы построения дерева решений заключаются в следующем. Пусть задано некоторое обучающее множество T, содержащее объекты (примеры), каждый из которых характеризуется m атрибутами, причем один из них указывает на принадлежность объекта к определенному классу. 
Пусть через 
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 обозначены классы (значения метки класса), тогда возможны 3 варианта:

1. Множество T содержит один или более примеров, относящихся к одному классу Ck. Тогда дерево решений для Т — это лист, определяющий класс Ck.

2. Множество T не содержит ни одного примера, т. е. пустое множество. Тогда это снова лист, и класс, ассоциированный с листом, выбирается из другого множества отличного от T, скажем, из множества, ассоциированного с родителем.

3. Множество T содержит примеры, относящиеся к разным классам. В этом случае следует разбить множество T на некоторые подмножества. Для этого выбирается один из признаков, имеющий два и более отличных друг от друга значений 
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, где каждое подмножество 
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[image: image21.wmf]i

o

 для выбранного признака. Эта процедура будет рекурсивно продолжаться до тех пор, пока конечное множество не будет состоять из примеров, относящихся к одному и тому же классу.

Поскольку все объекты были заранее отнесены к известным классам, такой процесс построения дерева решений называется «обучением с учителем» (supervised learning). Процесс обучения также называют индуктивным обучением или индукцией деревьев (tree induction).

Преимущества извлечения знаний из наборов данных при помощи деревьев решений:
· быстрый процесс обучения;

· генерация правил в областях, где эксперту трудно формализовать свои знания;

· извлечение правил на естественном языке;

· интуитивно понятная классификационная модель;

· высокая точность прогноза, сопоставимая с другими методами (статистика, нейронные сети);

· построение непараметрических моделей.

На сегодняшний день существует значительное число алгоритмов, реализующих деревья решений CART, C4.5, NewId, ITrule, CHAID, CN2 и т. д. Наибольшее распространение получили следующие два:

1. CART (Classification and Regression Tree) —  алгоритм построения бинарного дерева решений — дихотомической классификационной модели. Каждый узел дерева при разбиении имеет только двух потомков. Как видно из названия алгоритма, он решает задачи классификации и регрессии.

2. C4.5 — алгоритм построения дерева решений, когда количество потомков у узла не ограничено. Не работает с непрерывным целевым полем, поэтому решает только задачи классификации.

При написании данной работы применен алгоритм CART, реализующий одну из разновидностей процесса «обучения с учителем». В качестве обучающей выборки использовались данные сопоставления стандартизированных геофизических и геохимических параметров комплекса ГГХМ с результатами разведочного бурения (табл. 7).

Структура полученного дерева решений приведена на рис. 40. Сложность структуры дерева решений свидетельствует о нелинейном характере зависимостей величин геофизико-геохимических параметров комплекса ГГХМ от наличия в геологическом разрезе залежей нефти, а также о трудностях адекватного вербального описания этих зависимостей.

Проверка дерева решений на обучающей выборке показала, что корректная апостериорная классификация, т. е. правильное отнесение известного объекта из имеющейся выборки к категории «нефтеносных» или «пустых», на основе использования алгоритма CART выполняется в 88,6 % случаев (табл. 16), что значительно лучше, чем при решении аналогичной задачи с помощью дискриминантных функций (54,3 %) и Байесовского анализа (81,4%). Это свидетельствует о предпочтительности применения для оценки нефтеперспективности территорий комплексом ГГХМ методов нелинейного моделирования.

Табл. 16. CART. Результаты апостериорной классификации.

	Дерево
решений
	Классификационная матрица

Ряды: Наблюденная классификация

Колонки: Предсказанная классификация

	Группа
«нефть»
	Процент

правильных
	Гр.1: нет

p=.50000
	Гр.2: есть

p=.50000

	Гр.1: нет

Гр.2:есть
	90.00000

87.50000
	27
5
	3
35

	Всего
	88.57142
	32
	38


Характеристика значимости отдельных параметров комплекса ГГХМ для принятия решения о нефтеносности геологического разреза при помощи алгоритма CART представлена на рис. 41. Отсутствие в наборе признаков явных «фаворитов» подтверждает тезис о необходимости комплексного подхода к решению нефтепоисковых задач геофизическими и геохимическими методами.

Пример использования дерева решений для геологической интерпретации данных комплекса ГГХМ на Чеканском месторождении (Республика Татарстан) приведен в гл. 4.
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Рис. 40. Структура дерева принятия решений о нефтеносности геологического разреза

по геофизико-геохимическим данным комплекса ГГХМ.


[image: image24.wmf]Значимость входных параметров для дерева решений

Выход: нефть

Параметры ГГХМ

U

T

CU

ZN

NI

CO

V

FE

PB

0,00

0,05

0,10

0,15

0,20

0,25

0,30

0,35

0,40

0,45

0,50

0,55

0,60

0,65

0,70

0,75

0,80

0,85

0,90

0,95

1,00

1,05


Рис. 41. Значимость геофизических и геохимических параметров комплекса ГГХМ для принятия решения

о нефтеносности геологического разреза при помощи алгоритма CART.
3.9 Нейронные сети
Для решения задач классификации и прогноза широко используются различные математические методы: кластерный, дискриминантный, факторный анализ и т. д. По сравнению с этими методами подход, основанный на применении искусственных нейронных сетей, обладает рядом преимуществ и удовлетворяет более высоким требованиям: 

1. Создается единая для всех задач вычислительная парадигма. 

2. Используя нейронные сети со сравнительно небольшим числом нейронов, можно решать достаточно сложные задачи классификации и прогноза. 

3. Нейронные сети представляют собой обучающиеся модели, что позволяет просто «доучивать» их при поступлении новых данных или «переучивать» для обработки данных из другого региона. 

4. Возможно использование малых обучающих выборок, не обеспечивающих получение статистически достоверных результатов классическими методами. 

5. Можно использовать любое количество независимых и зависимых признаков, число примеров для разных классов (при решении задачи классификации) может быть различным. 

6. Возможен подсчет значимости независимых признаков с минимизацией их числа.

При обучении нейронной сети необходимо учитывать следующие факторы:
· Если подавать на вход противоречивые данные, то нейронная сеть может никогда не обучиться. Необходимо избавиться от противоречивых данных в обучающей и тестовой выборке.

· Количество связей между нейронами должно быть меньше примеров в обучающей выборке. Иначе нейронная сеть не обучится, а «запомнит» все приведенные примеры.

· Если слишком долго обучать нейронную сеть, то она может «переобучиться». Необходимо определить момент, когда процесс будет считаться завершенным.

В качестве обучающей выборки использовались данные сопоставления стандартизированных геофизических и геохимических параметров комплекса ГГХМ с результатами разведочного бурения (табл. 7). Обучался многослойный перцептрон (multilayer perceptron) со следующими характеристиками:

Конфигурация сети:

        входов:    9

        слой 1:    6 нейронов

        выход:    1

Параметры обучения: 

        Алгоритм обучения:    Back - Propagation
        Активационная функция:    Сигмоида

                Крутизна сигмоиды:    1,00

                Смещение:    0,00

        Момент:    0,90

        Скорость обучения:    0,10

        Распознан если кв. ош.    <  5,00E-002

        Обучающее множество:    90 %

        Тестовое множество:    10 % 
        Формирование множеств:    Случайно
Условия остановки обучения:

        Прошло эпох:    10000

Проверка функционирования нейронной сети на обучающей выборке показала, что корректная апостериорная классификация, т. е. правильное отнесение известного объекта из имеющейся выборки к категории «нефтеносных» или «пустых», выполняется в 100 % случаев, что значительно лучше, чем при решении аналогичной задачи с помощью дискриминантных функций (54,3 %), Байесовского анализа (81,4 %) и деревьев решений (88,6 %).
Такой результат возможен только в том случае, когда данные обучающей выборки непротиворечивы, что, в свою очередь, подтверждает следующие выводы:
· в комплексе используемых геофизических и геохимических параметров действительно содержится информация о нефтеносности геологического разреза;

· на основе применяемого комплекса может быть выработан определенный районирующий критерий, позволяющий автоматически учитывать условия формирования и залегания нефтяных залежей на различных площадях (это особенно важно в связи с многообразием геофизических аномалий, регистрируемых над залежами).
На рис. 42 представлены результаты кросс-проверки обобщающей способности нейронной сети на тестовом множестве, не включенном в обучающую выборку. Гистограмма результатов показывает, что оценка вероятности корректной априорной классификации, т. е. правильного отнесения неизвестного объекта к категории «нефтеносных» или «пустых», находится в интервале 70 % – 85 %. Это, по-видимому, может служить объективной характеристикой реальных возможностей комплекса ГГХМ при экспресс-оценке нефтеперспективности малоизученных территорий.

Характеристика значимости отдельных параметров комплекса ГГХМ для принятия решения о нефтеносности геологического разреза при помощи нейронной сети представлена на рис. 43. Высокая значимость концентраций кобальта и цинка в литохимических пробах подтверждает необходимость использования геохимических методов при решении нефтепоисковых задач.

Пример использования обученной нейронной сети для геологической интерпретации данных комплекса ГГХМ на Чеканском месторождении (Республика Татарстан) приведен в гл. 4.
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Рис. 42. Гистограмма результатов кросс-проверки функционирования нейронной сети на тестовом множестве.
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Рис. 43. Значимость геофизических и геохимических параметров комплекса ГГХМ для принятия решения
о нефтеносности геологического разреза при помощи нейронной сети.
Как отмечалось выше (гл. 1), в зависимости от сочетания ореолов кальцитизации и сульфидизации, а так же наличия тектонических нарушений, конфигурация аномалий потенциала ЕП существенно меняется. Конфигурация магнитных аномалий определяется геометрией ловушки (амплитуда, крутизна крыльев), литологией и магнитными свойствами слагающих пород. В зависимости от состава нефти и проницаемости перекрывающих залежь пород  меняется геохимическая ситуация над различными залежами. Таким образом, низкая результативность методов математической статистики, использующих предположения о нормальности распределений геофизико-геохимических параметров комплекса ГГХМ и о линейности связи этих параметров с нефтеносностью геологического разреза, указывает на недостаточную адекватность данного подхода всему многообразию условий формирования и залегания нефтяных залежей в исследованных комплексом ГГХМ регионах Волго-Уральской нефтегазоносной провинции. В связи с этим, для повышения эффективности геологической интерпретации данных комплекса ГГХМ, более целесообразно использовать методы машинного обучения.
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		25,8



		Уд.-Грач.

		649

		Да

		-15

		-20

		4,8

		6,5

		15,3

		3,1

		21



		Уд.-Грач.

		40051

		Нет

		4

		-5

		8,9

		8,5

		18,2

		3,8

		22,3






_1142931064.bin

_1132571780.unknown

_1132571613.unknown

_1132571672.unknown

_1132571338.unknown

